
15

Machine learning y lógicas semióticas: 
el caso de la publicidad digital

Por Mariano Zelcer

Resumen:
Este ar tículo propone una aproximación a los procesos de 
aprendizaje automático por computadora desde una pers-
pectiva semiótica peirciana. Para ello, trabaja en un territorio 
privilegiado para la observación de la ar ticulación de la da-
tif icación de los usuarios con su posterior gestión mediante 
sistemas informáticos de aprendizaje por computadora: la 
publicidad digital. A par tir de un caso real, se da cuenta de 
los modos en los que el machine learning ar ticula lógicas ab-
ductivas e inductivas, poniendo foco en los modos en que los 
sistemas informáticos generan hipótesis a par tir de la identi-
f icación de semejanzas y las ponen a prueba en investigacio-
nes experimentales, cuyos resultados funcionan como input 
que realimenta el aprendizaje.
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AbstRAct:
This ar ticle introduces an approach to the computer machine 
learning processes from Peirce’s semiotics perspective. 
To reach this aim, it works in a territory where the machine 
learning management of data obtained through users’ 
dataf ication becomes clearly visible: digital adver tising. 
Based on a real case, it describes the ways in which machine 
learning ar ticulates abductive and inductive logics, focusing 
on how computer systems generate hypotheses based on 
the identif ication of similarities and test them in experimental 
research, whose results work as a new input that feeds back 
into learning.
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1. poR qué estuDiAR lA publiciDAD en inteRnet1

La progresiva digitalización de las distintas activi-
dades cotidianas, en múltiples esferas de la acción 
social, ha implicado –entre otras cuestiones– que 
se generen, en forma permanente, datos acerca de 
entidades de muy distinta naturaleza en su existencia 
física, en un fenómeno que se conoce como datif ica-
ción. Martín Gendler la explica que con la datif icación 
se produce una “cuantif icación y trazabilidad de cada 
instancia de la vida social a través de la sistemati-
zación algorítmica de los mecanismos de obtención, 
procesamiento, aplicación y puesta en juego de datos 
de los sujetos, objetos y prácticas de los usuarios” 
(Gendler, 2021:21).

La enumeración que propone Gendler (sujetos, obje-
tos y prácticas) da cuenta de tres grandes universos 
de datos que, en verdad, se encuentran relacionados: 
los estudios que se han desplegado en los últimos 
años acerca de los sistemas de recomendación de 
las plataformas de contenidos digitales2 han dado 
un ejemplo de ello. En muchos casos, entre los que 
se encuentran esos entornos en los que se produ-
cen consumos de productos culturales, las prácticas 
implican la vinculación de sujetos con objetos: cada 
escucha de un tema musical en Spotify o visualización 
de una película en Net f lix genera datos referentes a 
una práctica, que luego funcionan como input3 en el 

1  Este ar tículo ha sido elaborado en el marco del proyecto 
PIACyT 34/0585 “Propuestas curatoriales y lógicas automa-
tizadas en plataformas de contenidos: una caracterización 
semiótica de los sistemas de recomendación que operan por 
machine learning”, radicado en el Instituto de Investigación y 
Experimentación de Ar te y Crítica (IIEAC) del Área Transde-
par tamental de Crítica de Ar tes Oscar Traversa de la Univer-
sidad Nacional de las Ar tes, que se lleva a cabo en el marco 
de la programación científ ica 2020-2021 (extendida hasta 
2022).
2  Ver, por ejemplo, Ricci, Rokach y Bracha, 2015; Cingola-
ni, 2017a y 2017b o Koldobsky, 2019.
3  Empleamos el término “input” en el sentido específ ico 

mundo de los algoritmos para la generación de una 
nueva recomendación.

Es sabido que los datos recolectados mediante es-
tos sistemas no se emplean únicamente para brindar 
recomendaciones o experiencias personalizadas, 
sino también con múltiples otros f ines. Entre ellos, uno 
de los centrales es la distribución de publicidad. La pu-
blicidad es, para muchas plataformas y conglomera-
dos de plataformas, el corazón del negocio con el cual 
sostienen su funcionamiento y generan ganancias, 
muchas veces extraordinarias.4 Se puede pensar que 
la datif icación está, en esos entornos, programada 
para funcionar de modo ef iciente en dos frentes. Por 
un lado, el propio de la plataforma: así, YouTube bus-
cará –por ejemplo– ser lo más relevante posible en los 
videos que sugiere al usuario o en las respuestas que 
da cuando se realizan búsquedas; Facebook buscará 
ordenar y mostrar, de entre las publicaciones de los 
contactos y marcas que sigue cada usuario, aquellas 
que le resulten más relevantes en primera posición, y 
algo similar realizará Instagram, ordenando y propo-
niendo a cada usuario contenidos personalizados. Por 
el otro, la datif icación está, en buena medida, puesta 

de aquello que constituye una entrada para un algoritmo in-
formático. Como recuerda Raquel Maluenda de Vega, todos 
los algoritmos informáticos poseen tres par tes:1) la entrada 
o input, con la que el algoritmo va a trabajar para alcanzar la 
solución que se espera; 2) el proceso, que es específ icamen-
te el conjunto de pasos o instrucciones para llegar, a par tir 
de la entrada, a la salida, también conocida como output, y 
3) un output o salida, que presenta los resultados (Maluenda 
de Vega, 2021).
4  De hecho, varias de las empresas que manejan las prin-
cipales plataformas se encuentran entre las más valiosas del 
mundo. Atendiendo a la capitalización del mercado, Alphabet 
Inc. (empresa propietaria de Google) y Meta Plat forms Inc. 
(propietaria de Facebook y de Instagram) se encontraban, a 
comienzos de 2022, entre las 10 de mayor valor (ver https://
es.fxssi.com/las-empresas-mas-valiosas-del-mundo, consul-
ta 19/2/2022)
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en función de su posterior empleo con f ines publici-
tarios: cuanto más conoce una plataforma acerca de 
cada usuario, sus compor tamientos y sus preferen-
cias, podrá mostrarle publicidad que le resulte rele-
vante, y así, sostener y desarrollar su negocio.

Al analizar el funcionamiento de las soluciones pu-
blicitarias asociadas a las plataformas, accedemos 
entonces a un punto de observación privilegiado en 
el que se hacen visibles muchos aspectos referentes 
a la datif icación, que no se pueden observar, o son 
menos evidentes, cuando se analizan las inter faces 
(Scolari, 2018) con las que interactúan los usuarios. El 
mundo de la publicidad digital, además, permite poner 
el foco con mucha mayor atención en los modos en 
que la datif icación opera con los sujetos, suspendien-
do en buena medida la pregunta por su interacción con 
los objetos, que se produce en el otro frente.

2. Gestión veRsus Recolección

Históricamente, las soluciones de publicidad en las 
grandes plataformas digitales como Facebook (hoy 
Meta) y Google requerían la def inición, por par te de 
quien implementaba las campañas, de múltiples va-
riables. Entre ellas, muchas se referían a las carac-
terísticas de los usuarios que se deseaba alcanzar. 
En el mundo de la publicidad, esto se conoce como 
“segmentación”. Una observación de las inter faces 
de las plataformas publicitarias permitía identif icar 
las distintas variables con las cuales cada plataforma 
permitía seleccionar los usuarios a los cuales se les 
orientarían las piezas publicitarias. Esta manera de 
hacer publicidad sigue estando vigente y, de hecho, 
las herramientas de segmentación son un espacio pri-
vilegiado para observar la datif icación, en la medida 
en que hacen visible buena par te de los datos que las 
plataformas tienen asociados a los usuarios, que van 
desde algunos de los llamados “duros”, más ligados a 
características sociodemográf icas (sexo, edad, lugar 
de residencia, etc.), hasta otros que dan cuenta de sus 

intereses o compor tamientos.5 En un funcionamiento 
de este tipo, las plataformas recolectan los datos de 
los usuarios, luego el operador def ine los parámetros 
o la segmentación que empleará en sus campañas, y 
f inalmente la plataforma orienta la publicidad al públi-
co o “segmento” programado.6

En los últimos años, sin embargo, las soluciones 
publicitarias de estas plataformas fueron desarro-
llándose y orientándose, cada vez más, a mecanis-
mos “inteligentes” de selección de audiencias. En 
estos casos, el operador sólo indica unos pocos da-
tos, y la campaña se ejecuta con métodos de apren-
dizaje automatizado; es decir, la plataforma aprende 
a través de la experiencia, y entiende, sin que un 
operador se lo indique, a quiénes debe mostrarles 
los anuncios para lograr los objetivos deseados en 
una campaña. En estos casos, en los que intervienen 
algoritmos de machine learning, las plataformas no 
sólo recolectan datos, sino que también gestionan en 
buena medida la campaña, con menor intervención 
de los operadores.

3. el machine learning

El machine learning (que se ha traducido alternati-
vamente como “aprendizaje automático”, “aprendi-
zaje automatizado” o “aprendizaje de máquinas”) es 
una rama de la inteligencia ar tif icial cuyo objetivo es 
desarrollar técnicas que permitan que las computa-

5  Por las políticas de resguardo de la privacidad, las pla-
taformas por lo general no permiten saber quiénes son los 
usuarios que componen un grupo de una determinada seg-
mentación, sino solamente cuántos son. Es decir, se pueden 
programar campañas orientadas a ellos, pero sin conocer 
sus identidades individuales. Estas identidades sólo se po-
drán conocer si cada usuario desea compar tir la suya acti-
vamente (por ejemplo, si hace clic en un anuncio, llega a un 
formulario que le pide sus datos personales, los completa y 
los envía).
6  Nos hemos dedicado a estudiar este fenómeno en Zel-
cer, 2019.
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doras “aprendan”. En este campo, se entiende por 
“aprendizaje” la capacidad de un agente informático 
(programa, aplicación) de mejorar con la experiencia; 
una mejora que puede ser evaluada tanto en relación 
con el cumplimiento de parámetros o reglas (por ejem-
plo, el empleo per tinente de las reglas de la lengua, en 
una plataforma de traducción automática) como por 
respuestas positivas de los usuarios de un sistema 
(por ejemplo, la visualización efectiva, por par te de los 
usuarios, de los productos audiovisuales selecciona-
dos por un sistema de recomendación en un sistema 
de streaming de video). Por su naturaleza informática, 
el machine learning es considerado un subcampo de 
la inteligencia ar tif icial, ubicado en el territorio más 
amplio de las ciencias de la computación. Junto al 
machine learning, en el campo de la inteligencia ar ti-
f icial se encuentran también los sistemas de razona-
miento, los sistemas de planif icación automática y los 
sistemas de procesamiento de lenguaje natural (ver 
Hurwitz y Kisrch, 2018:13); aunque estos últimos son 
incluidos también dentro de los sistemas de machine 
learning por varios autores.

El machine learning trabaja mediante algoritmos, 
que son secuencias de instrucciones o reglas def ini-
das y ordenadas que permiten, mediante una serie de 
pasos lógicos, solucionar un problema, o más genéri-
camente, brindar una respuesta.

La expansión del machine learning a las plataformas y 
sistemas informáticos de empleo cotidiano ha sido no-
table en los últimos años. Son algoritmos de machine 
learning los que, por ejemplo, agrupan las fotografías 
en nuestros teléfonos celulares atendiendo a quiénes 
están fotograf iados en ellas o traducen textos de un 
idioma a otro automáticamente en Google Translate; 
estos algoritmos deciden también qué publicaciones 
mostrarnos cuando ingresamos a plataformas como 
Facebook o Instagram, nos sugieren qué obra musi-
cal escuchar en Spotify, qué videos ver en YouTube o 

qué serie podría interesarnos en Net f lix.7 Como se ve 
en estos ejemplos, cuando los algoritmos de machine 
learning operan en el mundo de las inter faces de los 
usuarios, trabajan con los tres grandes universos se-
ñalados para la datif icación (sujetos, objetos, prácti-
cas). Sin embargo, cuando los sistemas de publicidad 
de las plataformas seleccionan automáticamente los 
usuarios a los que mostrarles los anuncios, estos al-
goritmos operan también ar ticuladamente con el otro 
“frente”. Como se ve, a través de la datif icación y el 
machine learning, las plataformas no sólo clasif ican 
y organizan los productos culturales contenidos en 
ellas, sino que también lo hacen con los usuarios.

4. un cAso: los nuevos clientes De un bAnco

Para aproximarnos al estudio del machine learning 
en el caso de las plataformas publicitarias digitales, 
trabajaremos a par tir de un caso real de publicidad 
en Internet, aunque cambiamos el nombre y el país 
del anunciante por una cuestión de conf idencialidad. 
El Banco Solís, de Uruguay, nació hace unos años 
con un formato novedoso: sin sucursales, funciona 
únicamente en una app para celulares. Con el f in 
de ganar clientes, realiza campañas de adquisición 
de nuevos usuarios en las principales plataformas 
publicitarias de Internet (Google, Facebook/Meta). 
Ambas plataformas gestionan estas campañas con 
algoritmos de machine learning. Haremos foco ahora 
en Google, que es la plataforma que, al día en el que 
se escriben estas líneas, tiene más avanzado este 
tipo de funcionamiento, aunque, en términos genera-
les, es similar en ambas.

7  Aunque no únicamente: en estas plataformas se dan 
procesos complejos para la selección y recomendación de 
contenidos, en los que se combinan procesos de selección 
editorial o manual con otros algorítmicos. Entre los algorít-
micos, además, no todos son del tipo del machine learning, 
pero sí muchos de ellos. Un buen relevamiento para el caso 
de Spotify puede verse en Bonini y Gandini, 2019.
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Una agencia de publicidad prepara diversas piezas 
publicitarias promocionando el banco e invitando a 
los usuarios a descargar la app en su celular: imáge-
nes estáticas, otras con animaciones sencillas y al-
gunos videos de cor ta duración en distintos formatos 
(con animaciones, banda musical y locución). A esto le 
suma algunos anuncios de solo texto.

Una vez listas las piezas, se programa la plataforma 
publicitaria, en un proceso que se llama “implemen-
tación”. Como adelantábamos, la presencia del ma-
chine learning hace que el operador de la plataforma 
no deba indicar, en el momento de implementar la 
campaña, el segmento al que decide orientarla, sino 
que dejará esta tarea en manos de los algoritmos. Por 
ello, la programación de la plataforma publicitaria es 
relativamente sencilla.

Los pasos que sigue el operador pueden resumirse 
como sigue:

• Se cargan todas las piezas publicitarias
• Se indica el país en el que debe correr la campaña. 

Fuera de este dato, no se brinda ninguna otra indica-
ción acerca de los usuarios que la campaña debe 
hallar (sexo, edad, intereses, nivel socioeconómico, 
profesión, etc.) ni acerca de dónde se desea que 
aparezcan los anuncios.

• Se determina el evento que se quiere que los usua-
rios realicen. En este caso, el evento consiste en la 
aper tura de una cuenta en el Banco Solís, lo que 
implica que los usuarios descarguen la app, comple-
ten algunos datos personales, saquen una foto de 
su documento y graben un pequeño video de ellos 
mismos, todo exclusivamente con el celular. La app 
del banco está programada de modo tal que, cuan-
do el usuario efectivamente termina exitosamente 
el registro (lo que equivale, en este caso, a abrir su 
cuenta bancaria), le envía una señal a la plataforma 
publicitaria que avisa que el objetivo se ha logrado. 
En el mundo de la publicidad digital, esto es lo que se 

considera una “conversión”.8

• Se def ine el monto máximo aproximado que se está 
dispuesto a pagar por cada nuevo cliente, es decir, 
por cada conversión.

• Y se determina un presupuesto máximo que se de-
sea gastar por día.

La campaña comienza a correr, y les muestra los 
anuncios a usuarios cualesquiera en distintos es-
pacios a los que la red de Google Ads tiene acceso 
(YouTube, Google Search, Google Play, múltiples sitios 
web y blogs, etc.). Algunos usuarios hacen clic, algu-
nos de ellos descargan la app, unos pocos comienzan 
el registro y lo abandonan, y una par te muy pequeña 
completa todo el proceso y realiza una conversión. El 
algoritmo va mostrando los distintos anuncios, los so-
mete a prueba, y, progresivamente, muestra preferi-
blemente aquellos que ayudan a “conver tir” usuarios. 
A medida que se generan conversiones, el algoritmo 
“aprende”: comienza a descubrir y a def inir el per f il 
de los usuarios más propensos a descargar la app 
del banco y abrir una cuenta, y, en forma progresiva, 
exhibe los anuncios preferentemente a usuarios de 
ese per f il. Por un tiempo, el algoritmo permanece “en 
fase de aprendizaje”, es decir, aún sigue aprendiendo 
acerca de los usuarios que pueden ser más propen-
sos a descargar la app y conver tirse en clientes. En 
forma estimada, al algoritmo le basta con conseguir 
50 conversiones en una semana para f inalizar este 
proceso. Algunos datos hacen visible este proceso: 
por ejemplo, la tasa de usuarios que abren una cuenta 
en el banco, comparada con los que sólo descargan la 
app sin f inalizar esta operación, se va incrementando 

8  En rigor, en el caso de Google Ads, la plataforma recibe 
también señales de otras acciones previas realizadas por el 
usuario; por ejemplo, la descarga de la app, y el llenado del 
primer formulario. Esto le permite “comprender” qué pasos 
va realizando cada usuario y, en el caso de aquellos que no 
f inalizan el proceso, en qué punto lo abandonan.
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con el tiempo, lo que indica que cada vez es mayor la 
proporción de usuarios “per tinentes” encontrados por 
el algoritmo. En muchos casos, además, el costo real 
de obtener cada uno de los nuevos clientes desciende, 
lo que indica que el funcionamiento del algoritmo se 
vuelve más ef iciente.

Una vez f inalizada la etapa de aprendizaje, la cam-
paña sigue corriendo. Si el aprendizaje ha sido exi-
toso, cada día el banco conseguirá nuevos clientes 
por un costo igual o menor al que estaba dispuesto a 
pagar, y consumiendo como máximo el presupuesto 
diario que tenía asignado. Con el correr del tiempo, el 
algoritmo puede ir haciendo ajustes graduales, es de-
cir, “continúa aprendiendo”, y múltiples circunstancias 
pueden hacer que la campaña tenga inconvenientes 
para correr, lo que probablemente lleve a un ajuste de 
alguna de las variables antes reseñadas.

¿Cómo funcionan aquí los algoritmos de machi-
ne learning? En principio, podemos decir que éste 
parece ser un caso de los llamados “aprendizaje 
no supervisado”:9 el algoritmo no es entrenado con 

9  Los algoritmos de aprendizaje supervisado se caracteri-
zan por establecer una correspondencia entre las entradas 
y las salidas deseadas del sistema; son típicos de este tipo 
de algoritmo los problemas de clasif icación, en los cuales el 
sistema busca etiquetar (clasif icar) un elemento escogien-
do una entre varias categorías o clases. Por lo general, el 
aprendizaje supervisado comienza con una serie de datos 
en los cuales ya hay elementos clasif icados, es decir que 
se le brindan al sistema, en un inicio, múltiples casos en los 
que hay tanto inputs como outputs. Hurwitz y Kirsch, explican 
que el aprendizaje, en este caso, “busca encontrar patrones 
entre esos datos que puedan ser empleados en el proceso 
analítico” (2018:15). En cambio, los algoritmos de aprendizaje 
no supervisado tienen la par ticularidad de llevar adelante sus 
procesos a par tir de un conjunto de casos sólo por entradas 
al sistema –es decir, sin que se le proporcione al sistema 
información sobre las categorías en las cuales pueden clasi-
f icarse esos casos–; en estos tipos de algoritmo, el sistema 
debe tener la capacidad de reconocer patrones para poder 
etiquetar/clasif icar las nuevas entradas, y eventualmente 

ninguna selección muestral inicial previamente a su 
puesta en marcha, sino que aprende a par tir de la ex-
periencia. Cada nueva cuenta creada es un “evento” o 
señal que retroalimenta al algoritmo, es decir, vuelve 
a funcionar como input, y así, el proceso de aprendiza-
je avanza. Bazzara af irma que estos funcionamientos 
basados en la retroalimentación o el feedback fueron 
adelantados por la teoría cibernética, que brinda “la 
sustentación teórica sobre la cual (…) postular que es 
posible la comunicación entre humanos y máquinas, 
y entre máquinas y máquinas, y con ello (…) [sentó] 
las bases para el desarrollo, unos años después, de 
la inteligencia ar tif icial (IA), de la cual se desprende-
rá –entre otras subdisciplinas– el Machine Learning” 
(Bazzara, 2021:42). Como señala este mismo autor, 
aquí hay un proceso de datif icación a través del cual 
las actividades de los usuarios son “conver tidas en 
datos que serán procesados por algoritmos” (Bazza-
ra, 2021:42).

No podemos saber con exactitud qué es lo que ocu-
rre dentro de los algoritmos, ni tampoco cuál o cuáles 
son los tipos específ icos de algoritmos de machine 
learning empleados, pero, a par tir de la observación 
de los resultados, sí podemos imaginar algunas cues-
tiones referentes al funcionamiento, que reseñamos 
a continuación.

La plataforma de publicidad (en este caso Google 
Ads, aunque Facebook/Meta funciona de modo muy 
semejante, y lo hacen de modo parecido muchas 
otras) dispone de copiosa información sobre los dis-
tintos usuarios: tanto datos “duros” sociodemográf i-
cos (como sexo, edad, nacionalidad, etc.), como otros 

ajustar sobre la marcha el mismo sistema clasif icatorio. 
Wilmott lo explica de este modo: “El aprendizaje no super-
visado tiene lugar cuando los datos no están etiquetados. 
Esto signif ica que solo tenemos entradas [inputs], no salidas 
[outputs]; de algún modo, el algoritmo trabaja por sí solo” 
(Wilmott:2019:6). En todas las citas de Hurwitz y Kirsch y de 
Wilmott, la traducción es nuestra.
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más “blandos”, referentes a intereses o intenciones: 
gustos, af iciones, compor tamientos, etc. Las platafor-
mas obtienen estos datos tanto a par tir de información 
declarativa (los usuarios los han suministrado) como 
de otra que las plataformas generan a par tir de sus 
compor tamientos (qué sitios han visitado, a qué mar-
cas o inf luenciadores siguen en redes sociales, a qué 
publicaciones les han dado “like”, qué han buscado 
en el buscador de Google, qué videos han visto en 
YouTube, a qué canales están suscriptos y muchísima 
información más).

Como dijimos, podemos imaginar que la campaña de 
publicidad del banco comienza mostrándoles anun-
cios a usuarios cualesquiera. La mayor par te de los 
usuarios los dejará pasar sin prestarles mayor aten-
ción; sin embargo, algunos los cliquearán; de entre los 
que cliqueen, algunos descargarán la app en su celu-
lar, y entre estos últimos, sólo algunos completarán 
todo el proceso de registro. En estos distintos pasos, 
se va produciendo una suer te de “embudo”, que ha 
sido largamente modelizado y estudiado en el ámbito 
del marketing digital. Cuando un primer usuario f inali-
za el registro y se convier te en un cliente, se produce 
una retroalimentación hacia el sistema.10 El funciona-
miento se puede pensar, en términos de los tipos de 
algoritmo de machine learning, como de “aprendizaje 
por refuerzo”. En estos casos, el algoritmo aprende 
a través de una dinámica de ensayo y error: su infor-
mación de entrada es el feedback o retroalimentación 

10  Estamos explicando aquí el proceso en forma simplif ica-
da. Como adelantamos, cada una de las acciones que hace 
el usuario a lo largo del “embudo” puede funcionar como una 
señal, y entonces, el sistema de machine learning va apren-
diendo no sólo cuando se genera el evento que indica que se 
ha conseguido un nuevo cliente, sino que lo hace a par tir de 
todos los eventos que se van produciendo a lo largo del pro-
ceso. Sin embargo, empleando la terminología del machine 
learning, la “recompensa” de este algoritmo que aprende “por 
refuerzo” será la obtención de una nueva cuenta abier ta en el 
banco. Volveremos sobre esto enseguida.

que obtiene del mundo exterior como respuesta a sus 
acciones. En este tipo de aprendizaje, el agente in-
formático debe aprender cómo se compor ta el entor-
no mediante recompensas (llamadas “refuerzos”; de 
allí el nombre de este tipo de algoritmo) o castigos, 
derivados del éxito o del fracaso respectivamente. 
Hurwitz y Kirsch lo explican de este modo:

El aprendizaje por refuerzo es un modelo de apren-
dizaje conductual. El algoritmo recibe retroalimenta-
ción del análisis de los datos para guiar al usuario 
hacia el mejor resultado. (…) el sistema aprende 
mediante prueba y error. Por lo tanto, una secuencia 
de decisiones acer tadas dará como resultado que el 
proceso se “refuerce” porque resuelve mejor el pro-
blema en cuestión (Hurwitz y Kisrch, 2018:16)

En estos casos, el input principal que el operador o 
instructor debe darle al sistema son los eventos que 
serán considerados éxitos o fracasos: “no hay un libro 
con reglas al cual referirse. Esto signif ica que el algo-
ritmo tiene que aprender las consecuencias de tomar 
determinadas acciones del hecho mismo de tomarlas” 
(Wilmott, 2019:173). 

Volvamos ahora a la campaña del Banco Solís. En 
este caso, la f inalización del registro y la conversión 
de ese usuario en un cliente es el evento que se con-
siderará un “éxito”, y que debería “reforzar” el apren-
dizaje del algoritmo. Imaginemos ahora que Google 
Ads dispone de abundante información acerca del 
primer usuario que ha abier to una cuenta en el banco: 
se trata de un varón, soltero, de 35 años, residente 
en la ciudad de Montevideo, hincha del club Peñarol, 
amante de la tecnología, que usa Internet mayoritaria-
mente en su teléfono celular, af icionado a ver sitcoms 
en las plataformas de streaming, a quien le gusta tanto 
la música clásica como el pop británico de la década 
de 1980. Evidentemente, cuando sólo hay un usuario 
que ha abier to la cuenta en el banco, el algoritmo no 
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puede saber cuál o cuáles de estos datos son relevan-
tes en términos de la construcción de un “per f il” de 
los usuarios que, con mayor probabilidad, descarga-
rán la app del banco y abrirán su cuenta. La campaña 
continúa entonces mostrándoles los anuncios a muy 
diversos usuarios. Cuando varios usuarios ya hayan 
abier to su cuenta, el algoritmo podrá elaborar algu-
nas hipótesis. Siguiendo con el ejemplo: si aparecen 
tanto varones como mujeres, el sexo no será una va-
riable relevante. Si la edad de todos ellos, o de casi 
todos, es de 45 años o menos, entonces la campa-
ña probablemente deba orientarse a un público que 
tenga, como máximo, esa edad. Si entre los usuarios 
hubiera varios af icionados al club Peñarol; esa podría 
ser una propiedad relevante; si los hubiera de otros 
clubes, entonces el gusto por el fútbol podría ser un 
interés relevante; si, en cambio, se mezclaran los hin-
chas de distintos clubes con otras personas que no 
tienen interés por ese depor te, entonces no sería una 
variable que el algoritmo deba considerar. Las prin-
cipales plataformas publicitarias suelen señalar que 
requieren 50 conversiones para f inalizar un proceso 
de aprendizaje.11 Ese medio centenar de casos exi-
tosos le permitiría al algoritmo entender cuál o cuáles 
son las propiedades relevantes de los usuarios que, 
con mayor probabilidad, realizarán una “conversión” 
(en el ejemplo del banco, la aper tura de una cuenta), y 
cuáles no debe considerar.

En las campañas de publicidad digital que funcionan 
del modo tradicional, el operador que las implementa 
selecciona y def ine qué características, intereses o 
compor tamientos deben tener las personas a las que 
se les muestran los anuncios. En ese caso, la lógica es 
de tipo deductivo: inicialmente se def ine la regla que 
determinará las audiencias (por ejemplo, “mujeres de 
40 a 60 años residentes en Argentina con interés en 

11  En algunos casos, incluyen también un límite temporal: 
por ejemplo, señalan que deben contabilizarse 50 casos en 
un lapso máximo de una semana.

alimentación saludable”); luego, las plataformas deci-
dirán si mostrar o no los anuncios a un usuario que se 
conecte, según sea un caso que sigue o no la regla. 
No hay aquí aprendizaje por par te del sistema; los cri-
terios están def inidos de antemano, y las plataformas 
simplemente “aplican una regla”.

En cambio, en las campañas que funcionan por ma-
chine learning, el criterio no está def inido de antema-
no: es el mismo algoritmo el que irá determinando las 
características de los usuarios a los que mostrarles 
los anuncios a par tir de los resultados que estos ten-
gan en la interacción con sus anuncios. Si la lógica de 
las campañas tradicionales es deductiva, aquí entra 
en juego una lógica abductiva (Cheung, Steven, et. al., 
2018).12 La relación entre el funcionamiento de los al-
goritmos de machine learning y el tipo de razonamien-
to abductivo ya ha sido señalado por algunos estudios 
anteriores (ver, además de Cheung et al., Mehler et. 
Al, 2007, entre otros). Sin embargo, esos estudios –
destinados a un público especializado en informática– 
realizan un señalamiento relativamente acotado de la 
presencia de esta lógica, y luego se dedican al desa-
rrollo de fórmulas matemáticas que la vuelvan opera-
tiva en los funcionamientos informáticos, sin avanzar 
en una problematización que profundice la compren-
sión acerca de los modos en que estos razonamientos 
abductivos son realizados por los algoritmos desde la 

12  Los autores hacen una aclaración muy relevante acerca 
del empleo del término “lógica”, que nosotros queremos ha-
cer nuestra, y que es fundamental en un trabajo enmarcado 
en una investigación que se propone generar el diálogo entre 
distintas áreas del conocimiento: “el término ‘lógica’ no debe 
confundirse con ‘deducción lógica’. Lo estamos empleando 
en su sentido más amplio, el de cualquier sistema de reglas 
empleadas para llevar a cabo la investigación científ ica”. 
Lo mismo vale para cuando empleemos la expresión “tipos 
de razonamiento”: “razonar” tampoco será sólo realizar de-
ducciones o inducciones, sino que incluirá también, como lo 
comprende Peirce (1965[1986]), los procesos abductivos. 
Volveremos sobre esto enseguida.
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lógica semiótica de Peirce. Nos proponemos realizar 
esa tarea en los apar tados que siguen.

5. AbDucción, inDiciAliDAD y semejAnzA

La inducción, la deducción y la abducción son tres ti-
pos de razonamiento que Peirce presenta en su obra 
en múltiples lugares. Cuando desarrolla sus tres tr i-
cotomías del signo, aparecen en la tercera de ellas, 
que es la que se ocupa de la relación del signo con su 
interpretante (rema, dicente y argumento) (ver Peir-
ce, 1965[1986]:31). Estos tres tipos de razonamiento 
son presentados como tres tipos de argumento, que 
nosotros podemos pensar como tres tipos de lógica. 
Sin embargo, estos tres modos de razonar aparecen 
también en muchos otros pasajes de su obra, en los 
que los desarrolla y explica comparativamente. De-
seamos reseñarlos, para luego ref lexionar acerca 
del modo en el que pueden ayudarnos a comprender 
cier tos funcionamientos del machine learning, que se 
observan en el caso de la publicidad digital, pero que 
se extienden a otros espacios y plataformas.

La deducción y la inducción son relativamente co-
nocidas; se estudian habitualmente en cursos de 
lógica y de pensamiento científ ico. La deducción tra-
baja con leyes o reglas que se consideran universa-
les; de cualquier caso par ticular que corresponda a 
los propuestos por aquella ley se podrá llegar a una 
conclusión, que será una aplicación par ticular de esa 
regla general. Se trata del razonamiento que se co-
rresponde con los silogismos lógicos, compuestos por 
una premisa mayor, una menor y una conclusión, como 
en el conocido ejemplo que dice “Todos los hombres 
son mor tales” (premisa mayor) “Sócrates es hombre” 
(premisa menor) y “Sócrates es mor tal” (conclusión). 
Peirce enfatiza que se trata de un tipo de razonamien-
to, es decir, de un modo de pensamiento, que no tiene 
que ver necesariamente con la realidad o el mundo 
exterior:

En la deducción, o razonamiento necesario, par timos 

de un estado hipotético de cosas que def inimos en 
cier tos aspectos abstractos. Entre los caracteres a 
los que no prestamos ninguna atención en este modo 
de argumento está el de si la hipótesis de nuestras 
premisas se conforma más o menos al estado de 
cosas en el mundo exterior o no. Consideramos 
este estado hipotético de cosas y somos llevados a 
concluir que sea como sea el universo en otros as-
pectos, sea donde sea y cuando sea que se realice 
la hipótesis, algo no explícitamente supuesto en esa 
hipótesis será invariablemente verdadero. (Peirce, 
1998[2012b]: 278)

Por ende, y complementariamente, la conclusión será 
válida independientemente de ese mundo exterior:

Nuestra inferencia es válida si y sólo si hay realmente 
una relación tal entre el estado de cosas supuesto 
en las premisas y el estado de cosas af irmado en la 
conclusión. Si realmente es así o no, es una cues-
tión de la realidad y no tiene nada que ver en abso-
luto con cómo estemos inclinados a pensar. (Peirce, 
1998[2012b]:278)

Suele decirse que la inducción, en cambio, reúne va-
rios casos par ticulares que, a medida que presentan 
algún tipo de regularidad, pueden dar lugar a la for-
mulación de una regla general. Por ello, es corriente 
escuchar que la deducción trabaja de lo general a lo 
par ticular, mientras que la inducción va de lo par ticular 
a lo par ticular, en busca de lo general. Sin embargo, 
Peirce enfatiza que, en rigor, la inducción par te ya de 
una teoría, que se pone a prueba; es decir, trabaja con 
casos par ticulares, pero ya con algún tipo de suposi-
ción que busca poner a prueba: “La inducción consiste 
en par tir de una teoría, deducir de ella predicciones de 
fenómenos, y observar esos fenómenos para ver qué 
tan cercanamente concuerdan con la teoría” (Peirce, 
1998[2012b]:282). Peirce conceptualiza la “observa-
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ción” a la que hace referencia en esa cita como una 
investigación experimental: por ello, a diferencia de 
la deducción, que no tiene conexión necesaria con 
el mundo real, la inducción implica la conexión con el 
mundo empírico:

Cuando digo que por razonamiento inductivo en-
tiendo un curso de investigación experimental, no 
entiendo experimento en el sentido estrecho de una 
operación por la que uno varía las condiciones de un 
fenómeno casi como uno quiera (…) Un experimento, 
dice Stöckhardt en su excelente School of Chemistry, 
es una pregunta que se le hace a la naturaleza. Como 
cualquier interrogatorio, se basa en una suposición. 
Si esa suposición es correcta, puede esperarse cier-
to resultado razonable bajo cier tas circunstancias 
que pueden crearse, o en todo caso, encontrarse. 
La pregunta es: ¿será ése el resultado? Si la Natu-
raleza responde “¡No!”, el experimentador ha con-
seguido una pieza impor tante de conocimiento. Si 
la Naturaleza dice “Sí”, las ideas del experimentador 
permanecen tal y como eran, sólo que un poco más 
sedimentadas. (Peirce, 1998[2012b]:281)

La persistencia en la experimentación, y la obten-
ción de varios resultados consecutivos en los que la 
naturaleza diga “sí”, permitirían llegar a alguna formu-
lación de carácter más general, aunque siempre pro-
visional, que Peirce relaciona con “el estado real de 
la cuestión”:

La justif icación para creer que una teoría experimen-
tal, que ha sido sometida a un número de pruebas ex-
perimentales, será sostenida en el futuro cercano por 
pruebas posteriores tales casi tan bien como lo ha 
sido hasta ahora es que, al proseguir f irmemente en 
ese método, tenemos que averiguar a largo plazo el 
estado real de la cuestión. (Peirce, 1998[2012b]:281)

En el pensamiento de Peirce, la abducción aparece 

como el tercer modo de razonamiento. Se trata de la 
adivinación, de la conjetura, de la intuición, de la ela-
boración de hipótesis (pero no de su comprobación). 
Cualquier conocimiento nuevo, dice Peirce, depende 
de la formación de una hipótesis, un proceso que es 
del orden de la abducción:

La abducción es el proceso de formar una hipótesis 
explicativa. Es la única operación lógica que introdu-
ce alguna idea nueva, pues la inducción no hace más 
que determinar un valor y la deducción meramente 
desenvuelve las condiciones necesarias para una 
hipótesis pura.
La Deducción demuestra que algo debe ser, la In-
ducción muestra que algo es realmente operativo y 
la Abducción sugiere que algo puede ser. (Peirce, 
1998[2012b]:283).

Nos interesa par ticularmente detenernos en la ab-
ducción, porque parece un modo de razonamiento 
que podría ayudar a explicar los funcionamientos de 
machine learning, en los que los sistemas informáticos 
aprenden. Peirce da diversas explicaciones acerca de 
la facultad humana de realizar abducciones. En cier-
tos lugares desarrolla la idea de que la mente humana 
tiene una natural capacidad para imaginar correcta-
mente algunas teorías:

Sea como sea que los hombres hayan adquirido su 
facultad de adivinar los modos de la Naturaleza, 
cier tamente no ha sido mediante una lógica auto-
controlada y crítica (…) el hombre tiene una cier ta 
iluminación (o chispazo inteligente) [insight] acerca 
de las Terceridades o elementos generales de la 
Naturaleza, no lo suf icientemente fuer te para ser 
más a menudo acer tada que equivocada, pero sí lo 
suf icientemente fuer te como para no ser con una 
frecuencia más abrumadora equivocada en vez de 
acer tada. (…) Esta facultad es, al mismo tiempo, de 
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la naturaleza general del Instinto, asemejándose a 
los instintos de los animales en que sobrepasa por 
mucho los poderes generales de nuestra razón. 
(Peirce, 1998[2012b]:284)

Una conceptualización de tal t ipo, aunque por de-
más atractiva, establece una gran distancia con cual-
quier modelización algorítmica: ¿cómo se podrían 
recrear, en un sistema informático, procedimientos 
que consigan emular el instinto, o un “chispazo in-
teligente”? Esta explicación de las capacidades 
abductivas nos llevaría a una posición de fascina-
ción: llegaríamos a la conclusión de que, aunque las 
computadoras no pueden, por def inición, tener nada 
semejante a la intuición, el avance de la informática 
ha logrado, con los algoritmos de machine learning, 
emular esta facultad humana, y así hacer que los 
sistemas computacionales aprendan y se asemejen 
cada vez más a nosotros.

En otros escritos, sin embargo, Peirce explica cier-
tos mecanismos que operan en la elaboración de las 
hipótesis, que él entiende como un tipo de inferencias 
sintéticas. Nos interesa recuperarlos aquí, porque se-
ñalan un camino que permite conceptualizar algunos 
funcionamientos del machine learning. Dice Peirce:

La hipótesis se da donde encontramos alguna cir-
cunstancia muy curiosa, que se explicaría al supo-
ner que era un caso de una cier ta regla general, y en 
consecuencia adoptamos esa suposición, o donde 
encontramos que dos objetos se parecen mucho 
entre sí en cier tos aspectos e inferimos que se pa-
recen mucho entre sí en otros aspectos. (Peirce, 
1992[2012a]:236).

Si en la primera explicación, la abducción podía 
parecer, al decir de Peirce, una “conjetura ciega”, es 
decir, una formulación elaborada sin la intervención 
de ninguna observación, aquí este autor propone que 

hay una suer te de “señales reveladoras”: las leemos, 
a veces incluso de forma no del todo consciente. Se 
trata de lectura de indicios: eso que Peirce llamaba 
“instinto” se apoya, en verdad, en la percepción (tal 
vez inconsciente) de conexiones entre aspectos del 
mundo. Estas conexiones se encuentran a par tir de la 
identif icación de semejanzas; por ello, Peirce insiste, 
cuando explica el funcionamiento de las hipótesis, en 
la cuestión de los aspectos en los que los objetos se 
parecen. La abducción sería entonces en estos casos 
la capacidad de elaborar cier tas hipótesis a par tir del 
hallazgo de semejanzas. Como se sabe, los indicios 
no son, por lo general, signos seguros. Dicho de otra 
manera, esa conexión efectivamente observada, po-
dría ser acer tada o equivocada como explicación de 
la vinculación entre esos “otros aspectos” del mundo. 
Por ello, Peirce af irma que, si bien todo conocimiento 
nuevo proviene de conjeturas, estas son inútiles si no 
se prueban en la investigación: las hipótesis deben ser 
sometidas a la prueba de la inducción.

Decíamos antes que la inducción trabajaba con ya 
con cier tas suposiciones, que implicaban pensar al-
guna formulación de tipo deductivo que la experimen-
tación inductiva pone a prueba. Se hace evidente aho-
ra que, en verdad, esas suposiciones son hipótesis, 
y –por tanto– son generadas abductivamente; de allí 
que Peirce insista en que todo conocimiento realmen-
te nuevo comienza necesariamente mediante una ab-
ducción. Luego, se emplea la inducción para la puesta 
a prueba de la hipótesis proyectada:

La abducción par te de los hechos sin, al principio, 
tener ninguna teoría par ticular a la vista, aunque está 
motivada por la idea de que se necesita una teoría 
para explicar los hechos sorprendentes. La inducción 
par te de una hipótesis (…) [y] necesita de los hechos 
para sostener la teoría. La abducción persigue una 
teoría. La inducción anda buscando los hechos. En 
la abducción la consideración de los hechos sugiere 
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la hipótesis. En la inducción el estudio de la hipótesis 
sugiere los experimentos que sacarán a la luz los ver-
daderos hechos a los que la hipótesis ha apuntado. 
(Peirce, Collected Papers, 7.218, citado en Sebeok y 
Umiker Sebeok, 1979[1994]:51)

Gérard Deladalle lo resume de este modo: “la ab-
ducción sugiere una hipótesis; la deducción extrae de 
ella diversas consecuencias que la inducción pone a 
prueba” (Deladalle, 1990[1996]:176). Como se ve, la 
abducción se ubica, en estas conceptualizaciones, en 
el inicio de estos procesos de conocimiento o apren-
dizaje, pues es a par tir de ella que se generan las 
hipótesis que se verif icarán experimentalmente en la 
inducción.13

6. machine learning: lóGicAs y 
funcionAmientos semióticos

Volvamos a poner ahora en foco los funcionamien-
tos del machine learning, y –trabajando con el caso 
que hemos tomado para nuestra indagación– pregun-
témonos cómo podemos explicar sus funcionamien-
tos con las lógicas descriptas por Peirce.

Se puede pensar que, cuando comienzan a operar, 
estos algoritmos funcionan predominantemente con 
lógicas abductivas: inicialmente exponen los anuncios 
a distintos usuarios y, como vimos, algunos realizan 
la acción deseada, mientras que muchos no la ha-
cen. Cuando ya hay algunos resultados positivos, el 
algoritmo comienza a evaluar semejanzas entre los 
usuarios. La capacidad de encontrar estos parecidos, 
que Peirce identif icaba, entre f ines del siglo XIX y co-
mienzos del XX, como una facultad humana, hoy se 
encuentra también en sistemas informáticos. En estos 
casos, desde luego, no se explica ya por una supues-
ta intuición o iluminación, sino por la combinación de 

13  De hecho, Peirce señala que las buenas abducciones 
deberían dar lugar a hipótesis susceptibles de verif icación 
experimental (ver Peirce, 1998[2012b]:303).

un volumen masivo de datos acerca de los usuarios 
y sus compor tamientos almacenados en forma digital 
(al que nos hemos referido cuando discutimos acerca 
de la datif icación, pero que es propio del fenómeno 
conocido como big data),14 y la capacidad y velocidad 
de procesamiento que tienen los actuales equipos 
informáticos.

A par tir del hallazgo de semejanzas, se puede 
pensar que el sistema elabora una conjetura o ab-
ducción que da lugar a una hipótesis. Como señalaba 
Peirce, el hallazgo de cier tas semejanzas da lugar a 
la pregunta acerca de si habrá semejanzas en otros 
aspectos. En el ejemplo: si hay cuatro personas que 
abrieron su cuenta en el Banco Solís, que son va-
rones, que tienen menos de 45 años, y que poseen 
interés en tecnología, es probable que otros varones 
de 45 años o menos con interés en tecnología tam-
bién abran su cuenta. Esta hipótesis se pone enton-
ces a prueba con una reorientación de los anuncios: 
el algoritmo prueba qué ocurre cuando expone a 
otras personas de esas características a la campaña 
del banco. Como se ve, lo que está haciendo es ver 

14  El anglicismo big data se emplea para referirse “a volú-
menes masivos y complejos de información estructurada y 
no estructurada que requiere de métodos computacionales 
para extraer conocimiento” (Arcila Calderón, Barbosa Caro 
y Cabezuelo Lorenzo, 2016: 624, citado en Reviglio, María 
Cecilia y Castro Rojas, Sebastián, 2018:62). Como señala 
Ricardo Diviani (2018:16), la literatura sobre big data indica 
que uno de los empleos destacados que se realiza de estos 
volúmenes masivos de datos es la generación de prediccio-
nes, y en par ticular, la previsión de acciones futuras. En el 
caso que estamos viendo, los algoritmos buscan justamente 
predecir quiénes serán usuarios más propensos a abrir una 
cuenta en el banco, para decidir a quiénes le muestran la 
publicidad. El texto referido es Arcila Calderón, C., Barbosa 
Caro, E. y Cabezuelo Lorenzo, F. (2016). “Técnicas big data: 
análisis de textos a gran escala para la investigación científ i-
ca y periodística”, en El profesional de la información número 
25/4, páginas 623-631.
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qué tan cercanamente concuerdan las respuestas de 
los nuevos usuarios con esa hipótesis: se trata de un 
funcionamiento inductivo. En este caso, es el propio 
algoritmo el que realiza la investigación experimen-
tal de la que habla Peirce, y es también el algoritmo 
el que recibe, como respuesta de los usuarios los 
“sí” o “no”, según cliqueen los anuncios y abran una 
cuenta en el banco, o no lo hagan. Se trata, en estos 
casos, de hipótesis que trabajan siempre con grados 
de probabilidad, buscando una maximización que 
nunca llega a compor tarse del modo en que lo hacen 
las leyes con las que se maneja la lógica deducti-
va: no hay premisas mayores siempre verdaderas, 
sino maximización de probabilidades. Dicho de otra 
manera: no habrá ningún “segmento” para el cual la 
totalidad de sus usuarios descarguen la aplicación 
del banco y abran su cuenta; en cambio, el sistema 
buscará aquel segmento, o aquellos segmentos, en 
los cuales los usuarios con mayor probabilidad harán 
esta acción. Cuando alcanza la maximización de es-
tas probabilidades, el sistema considera que ha lle-
gado al grado máximo de aprendizaje, y predomina el 
funcionamiento inductivo. No obstante, el algoritmo 
no abandona el funcionamiento abductivo, y si, por 
múltiples razones, la campaña continúa y hay modif i-
caciones en los per f iles de los usuarios que son más 
propensos a abrir una cuenta en el banco, volverá a 
experimentar inductivamente hipótesis y ajustará o 
calibrará el per f il de los usuarios alcanzados.

Nos referíamos recién a “segmentos” o “per f iles”, lo 
que puede hacer pensar que la plataforma tiene, de 
algún modo, reunidos a los usuarios en cier tos grupos 
o clasif icaciones. Sin embargo, lo que la plataforma 
tiene son datos asociados a los usuarios; ante una 
consulta o la acción de un algoritmo, puede “f iltrarlos” 
y generar algún público; sin embargo, no es correcto 
conceptualizarlo como categorías sistemáticas, en 
las que los elementos (en este caso, los usuarios) se 

“repar ten” en conjuntos excluyentes.15 Dicho de otro 
modo: cada vez, el sistema hace una consulta (query) 
sobre esa base de datos de usuarios y compor ta-
mientos, que “devuelve” como resultado un conjunto 
de elementos que se corresponden con las condicio-
nes determinadas. Ante cada consulta, los elementos 
se reordenan. En este aspecto puntual, se compor tan 
de algún modo como otro tipo de algoritmo muy co-
nocido: los de búsqueda por palabra clave. En ellos, 
todos los registros (sitios, documentos, ar tículos, 
dependiendo qué es lo que gestiona ese buscador) 
están “indexados”, y el algoritmo devuelve un listado 
ordenado a par tir de los términos de búsqueda ingre-
sados por el usuario.

Los conjuntos de usuarios que, temporariamente, 
conf iguren un “segmento” o “per f il” en las campañas 
pueden coincidir en mayor o menor medida con una 
clasif icación o categoría de las audiencias que tenga 
vida social, o con un colectivo que tenga existencia 
empírica en algún espacio de la vida social, más allá 
de su coincidencia en cier tos consumos o compor ta-
mientos digitales. En ese sentido, la pregunta por el 
“per f il de una audiencia” en este tipo de campañas no 
tiene una respuesta clara: por un lado, porque las pla-
taformas no suelen brindar mayor información acerca 
de los públicos a los que les muestran los anuncios; 
por el otro, porque probablemente lo que llamamos la 
“audiencia objetivo” de la campaña sea un conjunto de 
registros de usuarios indexados y f iltrados de acuerdo 
con una combinación de distintos valores asociados 
a determinadas variables en permanente proceso de 
ajuste, que sencillamente no se pueda nombrar.

7. peRspectivAs

Este ar tículo buscó generar una aproximación a la 

15  En otro trabajo, hemos señalado que la tensión entre 
estos distintos modos de gestionar los públicos receptores 
en Internet se manif iesta en el par audiencias/usuarios (ver 
Zelcer, 2014).
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conceptualización de los procesos de aprendizaje 
automático por computadora desde una perspectiva 
semiótica peirciana. En ese sentido, el territorio de 
la publicidad digital en general, y el caso de las cam-
pañas del Banco Solís en par ticular, sirvieron como 
excusa para trabajar en ese territorio mayor. A modo 
de resumen, a lo largo del trabajo hemos descripto 
cómo, trabajando con big data, los algoritmos de ma-
chine learning modelan y buscan recrear esa “facultad 
humana” señalada por Peirce de la adivinación o la 
conjetura conocida como abducción, e identif icamos 
que el hallazgo de semejanzas por par te del sistema 
es una de las operaciones básicas sobre las que se 
apalanca el aprendizaje automático, que se despliega 
con procedimientos que combinan lógicas abductivas 
con otras inductivas, y cuyos resultados realimentan 
al mismo funcionamiento del algoritmo.

Estas observaciones acerca del machine learning ex-
ceden el mundo de la publicidad digital: funcionamien-
tos similares se observan en otras plataformas y sis-
temas informáticos que gestionan datos de usuarios. 
Y al mismo tiempo, operan también en sistemas que 
gestionan –retomando a Gendler– datos ya no única-
mente de sujetos, sino de sujetos, objetos y prácticas, 
como las principales plataformas de consumo musical 
y audiovisual que existen en la actualidad. En ese sen-
tido, este ar tículo busca abrir un camino de indagación 
que pueda continuar desarrollándose y aplicándose a 
otros fenómenos contemporáneos de los consumos 
culturales digitales.
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